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【摘要】　目的　评估主流大语言模型（large language model，LLM）在医学检验教育中的专业知识

水平，探究其是否具备辅导医学检验技术专业学习的可能性。方法　选取 2023 年我国临床医学检验

技术（师）资格考试真题共 400 题，分 2 轮测试 5 款 LLM（Copilot、Grok、元宝、豆包及 Kimi）：首轮采用零

提示词策略，次轮采用交互优化策略，评估其答题正确率及生成内容质量。通过 Cochran’s Q 检验比

较 LLM 性能差异，并基于 CLEAR 框架（完整性、准确性、循证性、恰当性、相关性）对生成内容进行评

分。结果　首轮测试中，豆包总正确率最高（375/400），且豆包与元宝的总正确率显著优于 Copilot 与

Kimi（P<0.001）。次轮优化交互后，Kimi 的正确率显著提升（P<0.05）；其他 LLM 的正确率均略有提升，

但差异无统计学意义（P>0.05）。豆包的总正确率仍最高（380/400），豆包和元宝的总正确率显著高于

Copilot（P<0.005）。基于 CLEAR 框架的评估显示，元宝、豆包、Kimi 在循证性（P<0.003）和完整性（P<

0.05）维度显著优于国外 LLM，能规范引用权威证据，生成内容质量更优。结论　主流 LLM 具备丰富

的医学检验知识，通过单题输入、明确证据要求及启用高级推理功能可提升答题正确率与生成内容质

量。国产 LLM 在正确率上与国外 LLM 相当，且在循证性和完整性维度具有显著优势。研究表明，主

流 LLM 可作为辅助工具用于医学检验技术专业知识学习。
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【Abstract】 Objective　 To assess the professional knowledge proficiency of mainstream large 

language models (LLMs) in medical laboratory education and to explore their potential as educational aids for 

medical laboratory technology students. Methods　 A comprehensive evaluation was conducted using 400 

authentic questions from the 2023 Chinese National Clinical Medical Laboratory Technician Qualification 

Examination. Five LLMs (Copilot, Grok, Yuanbao, Doubao, and Kimi) were tested through two-round 

interactions using zero-shot prompting and interaction-optimized prompting strategies. The accuracy of 

answers and the quality of generated content were evaluated. Performance disparities were analyzed using 

Cochran's Q test. Content quality was scored through the CLEAR framework (completeness, lack of false 

information, evidence-based reasoning, appropriateness, relevance). Results　In the first-round test, Doubao 

achieved the highest overall accuracy rate (375/400). The overall accuracy rates of Doubao and Yuanbao 

significantly outperformed Copilot and Kimi (P<0.001). After the second-round interactive optimization, the 

accuracy rate of Kimi significantly improved (P<0.05), whereas other LLMs showed slight improvements (P>
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0.05). Doubao still had the highest overall accuracy rate (380/400). The overall accuracy rates of Doubao and 

Yuanbao significantly outperformed Copilot (P<0.005). Evaluation based on the CLEAR framework revealed 

that Yuanbao, Doubao, and Kimi significantly outperformed foreign models in the dimensions of 

evidence-based reasoning (P<0.003) and completeness (P<0.05), demonstrating standardized citation of 

authoritative evidence and superior content quality. Conclusions　 The tested LLMs possess extensive 

medical laboratory knowledge. The accuracy of their answers and the quality of the generated content can be 

improved through single-question input, specifying evidence requirements, and enabling advanced reasoning 

functions. Domestic LLMs are comparable to foreign LLMs in terms of accuracy, and have significant 

advantages in the dimensions of evidence-based reasoning and completeness. LLMs can serve as auxiliary 

tools for learning professional knowledge in medical laboratory technology. 
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Technician Qualification Examination; CLEAR framework; Doubao; Yuanbao
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近年来，以 ChatGPT 为代表的大语言模型（large 

language model，LLM）通过海量知识库训练获得的语

义理解与推理能力，在医学考试评估中展现出令人

瞩目的表现[1]。这种技术突破不仅重塑了医学知识

获取方式，更对传统医学教育体系提出了全新挑

战。已有研究表明，将 ChatGPT 整合到医学教育中

可获得显著收益[2-3]。但当前研究多聚焦于国外

LLM 在临床医学领域的表现评估，缺乏对国内 LLM

的评价，亦缺乏 LLM 在医学检验这一细分领域的知

识评价。

基于此，本研究旨在探讨核心研究问题：LLM

是否具备辅导医学检验技术专业学习的能力？具

体分解为 3 个子研究问题：①主流 LLM 是否具备较

丰富的医学检验专业知识？②主流 LLM 生成的答

案解析是否具有较高的质量？③如何提升 LLM 生

成内容的质量？

为回答以上研究问题，本研究选取 2023 年临床

医学检验技术（师）资格考试全题库，以两阶段交互

策略分别测试 5 款主流 LLM，通过 Cochran’s Q 检验

比较正确率差异，并基于既有的框架评价 LLM 生成

内容的质量，旨在揭示 LLM 作为新型智能教育工具

的潜力边界与优化路径。

1　资料与方法

1.1　测试题目

为检验主流 LLM 的医学检验专业知识，本研究

选取 2023 年我国临床医学检验技术（师）资格考试

全部试题作为测试题目，通过官方指定教材及权威

教育平台获取试题文本及标准答案。该考试共设

“基础知识”“相关专业知识”“专业知识”及“专业实

践能力”4 个科目，题型均为客观题，包含单选题

（A1/A2 型）、共用题干单选题（A3/A4 型）及共用备选

答案单选题（B 型）。每科目题量均为 100 题，考试时

间均为 90 min。考试内容覆盖临床检验基础、临床

血液学检验、临床化学、临床免疫学和免疫检验、微

生物学检验、寄生虫学及检验、医学伦理学等方面，

全面考查考生在临床医学检验领域的专业知识和

技能水平。

1.2　LLM 的选择与测试环境

测 试 模 型 选 取 当 前 主 流 的 5 款 LLM，包 括

Copilot、Grok、元宝（DeepSeek-R1）、豆包及 Kimi，均

使用公开可用免费网页版本。测试时间为 2025 年

4 月 15 日至 18 日。各 LLM 均进行 2 轮对话：第 1 轮：

将所有选择题每 5 题为一组，以零提示词的方式将

题干及选项发送给各 LLM，待其完成内容生成后，

再输入下一组题目。本轮对话中 5 款 LLM 均不选用

高级功能。第 2 轮：与第 1 轮同样的题目，每次 1 题，

加入统一的提示词进行对话：“我是一名医学生，请

您帮我详细分析这个题目并指出证据出处：副流感

嗜血杆菌生长的必要因子是（ ）A. 需要 X 因子；B. 需

要 V 因子；C. 同时需要 X、V 因子；D. 不需要 V 因子；

E. 不需要 X、V 因子”。第 2 轮对话中，5 款 LLM 均启

用其高级功能：Copilot 选择“Think Deeper”功能 ；

Grok 选择“DeeperSearch”功能；元宝选择 DeepSeek
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“R1 深度思考”及“联网搜索”功能；豆包选择“深度

思考”功能；Kimi 选择“长思考 k1.5”功能。对含图

片的题目，采用直接粘贴原题图片的方式输入，未

对图片内容进行人工预处理或 OCR 处理，旨在模拟

普通用户直接上传图片的真实使用场景。

1.3　LLM 正确率计算

对每个 LLM 的答案以官方标准答案为基准进

行人工核对，记录正确答题数量，计算正确率（正确

题数/总题数×100%）。

1.4　基于 CLEAR 框架的生成文本质量分析

参照 Malik Sallam 等提出的对人工智能生成的

医学相关信息的“CLEAR 评估框架”，对本次研究中

各 LLM 在 2 轮对话中生成的答案解释分别进行评

分。CLEAR 框架每个维度的评分采用 Likert 5 级量

表评分（1=极差，5=优秀）。课题组详细定义了每个

维度以及每级评分的内涵，并对 2 名评分员（均为已

从事医学检验临床工作及教学工作 15 年以上的资

深人员）进行评分开展专题培训，内容包括：①题目

错误类型分析及归类；②LLM 医学输出典型偏差识

别（知识幻觉、虚假引用、逻辑断层、术语错误等）；

③CLEAR 框架的定义及评分标准内涵（表 1）。培训

后，2 名评分员根据评分标准预评分 40 题，由另一位

高年资医学检验技术从业人员审核，计算 Cohen’s κ
系数超过 0.75，证实一致性较好，方可进行正式评

分。2 名评分员评分结果取平均分作为最终得分，

得分越高表明信息质量越优。

1.5　统计学方法

使用 IBM SPSS Statistics 26.0 及 Microsoft Excel 

2019进行统计学分析。对于多个LLM在相同题目集

上的正确率比较，采用Cochran’s Q检验。若Cochran’s 

Q 检验显著（P<0.05），进一步采用 McNemar-Bowker

检验进行两两比较，并通过 Bonferroni 校正调整显著

性阈值。正确率的 95% 置信区间采用 Wilson Score

法计算。评分者间一致性评估：通过 Cohen’s κ 系数

检验 2 名评分者对 CLEAR 框架评分的一致性，κ≥
0.75 视为一致性良好。

1.6　伦理与局限性

本研究经中山大学附属第一医院医学伦理委

表1 CLEAR 框架的定义及评分标准内涵

维度

完整性（completeness）：答案是否涵盖问
题所需的全部关键信息，无遗漏或冗余

准确性（lack of false information）：内容是
否准确，无事实性错误或误导性表述

循证性（evidence）：是否引用可信证据
（如教材、指南、权威文献）支持结论

恰 当 性（appropriateness）：语 言 是 否 清
晰、简洁、专业，符合医学检验领域的表
达规范

相关性（relevance）：内容是否紧扣问题
核心，没有无关信息干扰

分值

5 分

4 分

3 分

2 分

1 分

5 分

4 分

3 分

2 分

1 分

5 分

4 分

3 分

2 分

1 分

5 分

4 分

3 分

2 分

1 分

5 分

4 分

3 分

2 分

1 分

内涵

解析包含题干分析、全部选项解析及答案依据，逻辑完整

解析题干及正确答案，部分错误选项有分析，细节稍缺

解析题干和正确答案，无错误选项分析，内容简单

仅给出正确答案，无任何解析或解释

无答案且无解析，内容空白或无关

解析无任何错误，专业知识、逻辑推导完全正确

整体正确，偶有非关键细节偏差，不影响答案判断

存在部分次要错误，但核心解题逻辑和答案正确

较多错误信息，可能导致答案理解偏差或混淆

严重错误，解析与正确知识矛盾，答案错误

能详细标出每一句话或每一个知识点的出处，且出处无误，均为较权威的证据

能提供部分证据出处，但部分缺失，证据无误，但不够权威

能提供证据出处，但不具体，需要手动查阅相关文献验证

能提供证据出处但证据难以验证

未能提供具体证据出处及引用文献，或证据出处为幻觉

语言简洁易懂，逻辑清晰，术语解释到位，适合目标受众

表述较清晰，逻辑连贯，偶有复杂术语但不影响理解

内容基本可懂，但存在表述模糊或逻辑衔接不顺畅

语言繁琐、逻辑混乱，术语堆砌且未解释，理解困难

表述完全混乱，无法提取有效解题思路

内容紧扣题目，无任何无关信息，精准解析考点

主体相关，含少量边缘信息，不干扰解题核心

部分内容偏离题目，需结合上下文才能理解关联

大量无关信息，严重干扰解题思路和答案判断

内容与题目无关，无法辅助答题或导致误导
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员会批准（批准号〔2023〕403）。

2　结果

2.1　第 1 轮答题正确率分析

5 款 LLM 在临床医学检验技术（师）资格考试不

同科目的答题正确率情况如表 2 所示。5 款 LLM 在

不启用其高级功能的情况下，总体上正确率均较高

（均达 80% 以上），其中豆包正确率最高（总分 376），

元宝次之（总分 366），Grok 再次（总分 357），Copilot

与 Kimi 正确率相对偏低（总分分别为 339 与 326）。

5 款 LLM 在基础知识、相关专业知识、专业实践能力

及总正确率方面有显著差异。继而进行两两比较

（表 3）。结果显示，豆包、元宝和 Grok 之间及 Copilot

和 Kimi 之间在各科目和总正确率上均无显著性差

异；豆包和元宝在总正确率上均显著优于 Kimi 及

Copilot（P<0.001）。

2.2　第 2 轮答题分析

第 2 轮答题为每次 1 题，加入统一的提示词并

选择高级功能的模式进行再对话。第 2 轮答题中，

Copilot、Grok、元宝及豆包的正确率较第 1 轮略有提

高（均 P>0.05），少量第 1 轮错题在第 2 轮被修正；而

Kimi 的表现有显著提升，在基础知识、专业实践能

力 及 总 正 确 率 均 较 第 一 轮 有 明 显 改 善（P<0.05）

（表 4）。5 款 LLM 的正确率均超 90%，其中豆包的正

确率最高（95%）。正确率两两比较结果（表 5）显示，

豆包、元宝和 Grok 之间在各科目及总正确率上均无

显著性差异；豆包的基础知识（P<0.001）、相关专业

知识（P=0.001）及总正确率（P<0.001）均显著优于

Copilot；元宝的总正确率显著优于Copilot（P=0.002）；

豆包的相关专业知识和总正确率均显著优于 Kimi

（P=0.004）。

表4 5 款 LLM 第 2 轮答题正确率比较

科目及子板块
（题目数量）

基础知识（100）

相关专业知识（100）

专业知识（100）

专业实践能力（100）

总正确率（400）  

Copilot
正确率（95%CI）

0.86（0.79~0.93）

0.87（0.80~0.94）

0.93（0.88~0.98）

0.92（0.86~0.98）

0.90（0.84~0.96）

Grok
正确率（95%CI）

0.94（0.89~0.99）

0.90（0.84~0.96）

0.96（0.92~1.00）

0.88（0.81~0.96）

0.92（0.86~0.98）

元宝
正确率（95%CI）

0.93（0.88~0.98）

0.95（0.90~1.00）

0.95（0.90~1.00）

0.92（0.86~0.98）

0.94（0.89~0.99）

豆包
正确率（95%CI）

0.96（0.92~1.00）

0.97（0.93~1.00）

0.93（0.88~0.98）

0.95（0.90~1.00）

0.95（0.90~1.00）

Kimi
正确率（95%CI）

0.93（0.88~0.98）b

0.88（0.81~0.96）

0.92（0.86~0.98）

0.92（0.86~0.98）b

0.91（0.85~0.97）b

Cochran’s 
Q 值

16.82

15.76

3.85

6.35

21.15

P 值

0.002a

0.003a

0.663

0.174

<0.001a

注：a，P<0.05；b，与第 1 轮比较，P<0.05。

表2 5 款 LLM 第 1 轮答题正确率比较

科目及子板块（题目
数量）

基础知识 （100）

相关专业知识 （100）

专业知识 （100）

专业实践能力 （100）

总正确率  （400）

Copilot
正确率（95%CI）

0.81（0.73~0.89）

0.82（0.76~0.90）

0.90（0.84~0.96）

0.86（0.79~0.93）

0.89（0.82~0.96）

Grok
正确率（95%CI）

0.94（0.89~0.99）

0.87（0.80~0.94）

0.91（0.85~0.97）

0.86（0.79~0.93）

0.89（0.83~0.95）

元宝
正确率（95%CI）

0.90（0.84~0.96）

0.93（0.88~0.98）

0.93（0.88~0.98）

0.90（0.84~0.96）

0.92（0.86~0.98）

豆包
正确率（95%CI）

0.95（0.90~1.00）

0.95（0.90~1.00）

0.92（0.86~0.98）

0.94（0.89~0.99）

0.94（0.89~0.99）

Kimi
正确率（95%CI）

0.81（0.73~0.89）

0.78（0.70~0.86）

0.88（0.81~0.96）

0.79（0.71~0.97）

0.82（0.76~0.90）

Cochran’s 
Q 值

30.13

27.10

4.23

17.97

68.01

P 值

<0.001

<0.001

0.392

0.001

<0.001

表3 5 款 LLM 第 1 轮答题正确率两两比较（P 值）

项目

Kimi-Copilot

Kimi-元宝

Kimi-Grok

Kimi-豆包

Copilot-元宝

Copilot-Grok

Copilot-豆包

元宝-Grok

元宝-豆包

Grok-豆包

基础知识

1.000

0.011

<0.001 a

<0.001 a

0.011

<0.001 a

<0.001a

0.256

0.156

0.776

相关专业知识

0.305

<0.001 a

0.021

<0.001 a

0.005

0.200

0.001 a

0.124

0.608

0.040

专业实践能力

0.060

0.003 a

0.060

<0.001 a

0.282

1.000

0.031

0.282

0.282

0.031

总正确率

0.063

<0.001 a

<0.001 a

<0.001 a

<0.001 a

0.010

<0.001 a

0.198

0.152

0.007

注：a，Bonferroni 校正法调整检验水准，P<0.005 有显著性差异；“专业知识”科目未检测出 LLM 正确率间存在显著差异，因而未执行多重比较。
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2.3　2 轮答题错误原因类型分析

分析 LLM 答题错误原因，可以归纳为 3 个主要

类型：无法识别图片关键特征、医学检验专业知识

错误及对文本理解不足导致逻辑推理错误。其中

占比最大的是对文本理解不足导致的逻辑推理错

误，其次是医学检验知识错误。如图 1 所示，交互优

化后，Copilot、Grok、元宝及 Kimi 因文本理解不足导

致 逻 辑 推 理 错 误 所 致 的 错 题 数 量 显 著 减 少（P<

0.05）；Copilot 与 Kimi 因医学检验知识错误所致的错

题数量亦显著减少（P<0.05），而各 LLM 因无法识别

图片关键特征所致的错题数量则无明显减少。

2.4　生成文本质量分析

根据 CLEAR 框架对第 2 轮中 5 款 LLM 的生成内

容进行分析，结果如图 2 所示。前后 2 轮的评分中，

5 个维度的 Cohen’s κ 系数均介于 0.72~0.85，2 名评

分员的评分较为一致。5 个维度的评分中，完整性

和循证性的得分在 5 款 LLM 中有显著差异。事后检

验（Dunn-Bonferroni）结果显示，豆包、元宝的完整性

得分均优于 Copilot（P<0.005）；豆包、元宝、Kimi 的循

证性得分均较 Grok 和 Copilot 高（P<0.005）。分析其

得分差异原因主要在于 2 点：一是部分 Copilot 生成

的解析不能涵盖所有选项，在完整性上略逊于其他

LLM；二是 Copilot 和 Grok 的生成内容尽管能给出参

考文献或证据来源，但并无详细的链接或页码，而

元宝、豆包和 Kimi 则能以类似学术论文的参考文献

的格式列出证据出处，显著提升了可验证性。

图1　LLM 错误原因类型分析

表5 5 款 LLM 第 2 轮答题正确率两两比较（P 值）

项目

Kimi-Copilot

Kimi-元宝

Kimi-Grok

Kimi-豆包

Copilot-元宝

Copilot-Grok

Copilot-豆包

元宝-Grok

元宝-豆包

Grok-豆包

基础知识

0.007

1.000

0.701

0.250

0.007

0.002 a

<0.001 a

0.701

0.250

0.443

相关专业知识

0.749

0.025

0.523

0.004 a

0.011

0.338

0.001 a

0.110

0.523

0.025

总正确率

0.204

0.042

0.717

0.004 a

0.002 a

0.103

<0.001a

0.147

0.277

0.011

注：a，Bonferroni 校正法调整检验水准，P<0.005 有显著性差异；“专业

知识”与“专业实践能力”科目未检测出 LLM 正确率间存在显著差

异，因而未执行多重比较。
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3　讨论

3.1　LLM 具备丰富的医学检验相关知识

本研究选取 2023 年临床医学检验资格考试全

题库作为评估基准，全面覆盖医学检验核心知识

点，具有权威性和时效性，能系统反映 LLM 的知识

水平。本研究结果显示，5 款 LLM 在第 1 轮答题中

仅使用零提示词的情况下均有较高的正确率，说明

5 款 LLM 已具备丰富的医学检验相关知识，可作为

医学检验知识载体。本研究的结果与国际上其他

文献一致：Kung 等[4]研究发现 GPT4.0 在美国医师执

照考试中正确率接近或超过及格水平；Long 等[5]发

现 ChatGPT 有潜力通过加拿大耳鼻咽喉-头颈外科

认证考试；Patel 等[6]发现 GPT4 很有可能通过美国耳

鼻喉科（鼻科学）标准化委员会考试；Kung等[7]也观察

到GPT4.0在骨科实习考试中的表现优于研究生的水

平。从正确率分析，部分国产 LLM（豆包、元宝）表现

突出。无论是否开启高级功能并优化交互策略，豆

包与元宝的总正确率均较Copilot高，与Grok相仿。

从错题的错误原因分析，第 1 轮答题的错因主

要为对文本理解不足导致的逻辑推理错误及医学

检验知识错误，而第 2 轮采用优化交互策略后，5 款

LLM 均能将大部分上述错题纠正。这说明优化交

互策略及启用高级功能可以明显改善 LLM 的逻辑

推理能力及医学检验知识的应用水平。

值得注意的是，5 款 LLM 对图片的识别正确率

相对较低，优化交互及启用高级功能并不能明显提

高图片识别的正确率，推测这与图片内容相对复杂

但质量相对较低有关，也与本研究未对图片进行预

处理的设计有关。然而，整体偏低的图片识别能力

也提示 LLM 的多模态分析功能仍有待改善。

3.2　交互策略优化激活 LLM 的认知增强潜能

2 轮对话实验表明交互策略显著影响 LLM 性

能。本研究中第 1 轮的输入策略参考了 Miller 的认

知负荷，即人类工作记忆的容量有限，通常为（7±2）

个信息单元[8]，因而采用每 5 题一组的输入方式。虽

然第 1 轮答题正确率较高，但各款 LLM 的生成文本

内容均较简短，难以支持高质量的学习辅导。在第

2 轮采用优化交互策略后，5 款 LLM 均对部分第 1 轮

错题进行了修正，其中 Kimi 的修正比例最高。第

2 轮采用单题输入的方式，有效降低了 LLM 的认知

负荷，提升了生成文本的质量。更关键的是，观察发

现启用LLM的高级功能，如Kimi的“长思考”功能，可

显著提升其推理能力。结合提示词中“详细分析这

个题目并指出证据出处”的要求，3 款国产 LLM 能系

统且规范地标注引用来源（如指南、权威文献等网络

资源），方便使用者验证查阅。这种提供结构化解析

和证据引用的方式，与Vygotsky提出的“脚手架”学习

理论高度契合：当学生处于近端发展区时，LLM 可通

过逐步提示引导其自主构建知识体系[9]。

3.3　生成内容质量评估揭示国内 LLM 的优势

在生成内容质量评估中，国产 LLM 展现出显著

优势：元宝、豆包及 Kimi 在循证性维度得分显著高

于 Copilot 与 Grok。3 款国产 LLM 的生成内容中，普

遍能在句末直接引用多篇较高质量的参考文献，如

指南、权威杂志发表的论著等。相比之下，Copilot 与

Grok 虽然能在生成内容最后列出参考的证据来源，

也能包括部分权威文献，但并未提供链接，增加了

溯源难度。另一方面，3 款国产 LLM 的完整性评分

显著高于 Copilot，其主要原因在于 Copilot 生成内容

多聚焦正确答案解析，对错误选项的分析覆盖率较

低，在教学场景中信息完整性稍逊，对用户的帮助

相对有限。由此可见，国内 LLM 的生成内容质量具

有循证性和完整性方面的优势。

3.4　作为新型知识更丰富者的医学教育赋能路径

根据Vygotsky的近端发展区（the zone of proximal 

图2　5 款 LLMCLEAR 评分雷达图
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development，ZPD）理 论 ，知 识 更 丰 富 者（more 

knowledgeable other，MKO）是指在学习者就特定任

务、过程或概念而言，具有更好理解或更高能力水

平的人。ZPD 被定义为学习者独立学习所能达到的

水平与在 MKO 指导下所能达到的水平之间的差

异[9-12]。在传统的教学模式中，指导教师是主要的

MKO，通过社交互动（social interaction）指导学生在

ZPD 中学习，但指导教师并不是随时可以求教的对

象[13]。本研究评估表明，LLM 具备丰富的医学检验

技术相关知识，并能通过优化提示词生成高质量的

内容。这使其能突破传统 MKO（如教师）的时空限

制，提供7×24 h、类似社交互动（social interaction）的

即时反馈与个性化问答。LLM 还能详细列出相关

学习资源，以“脚手架”的形式引导学生在 ZPD 中学

习。因此，LLM 可作为构建动态化学习支持系统的

关键工具[10，13]。

3.5　研究局限与未来方向

尽管取得突破，但 LLM 仍存在局限：一方面，在

未预处理的图片识别类题目中错误率偏高，这可能

与图片质量及视觉推理能力不足有关。建议后续

研究可探索开发整合专业医学知识库和增强视觉

理解能力的定制化 LLM 智能体，以提升其在医学图

像识别任务中的性能。另一方面，由于 LLM 仍有一

定的错误率，且其解析能力尚无法比肩经验丰富的

人类教师，因而 LLM 的应用需警惕技术依赖风险，

避免仅以获取答案为学习目标，应构建“人工智能

辅助基础认知+教师主导临床思维”的混合学习模

式：人工智能负责知识点的标准化解析与海量习题

训练，教师聚焦难点解析、重点深化及病例分析等

高阶临床知识的培养，实现优势互补。

4　结语

5 款 LLM 具备丰富的医学检验专业知识。优化

交互策略（如单题输入、明确证据要求及启用高级

推理功能），可有效增强 LLM 的逻辑严谨性与循证

性，提升生成内容的质量。部分国产 LLM（如豆包、

元宝）在正确率上与本研究中的国外 LLM 表现相

当。元宝、豆包及 Kimi 的生成内容在循证性维度显

著 优 于 Copilot 及 Grok，在 完 整 性 维 度 显 著 优 于

Copilot。LLM 可作为新型的知识更丰富者，通过类

似社交互动的对话模式，随时随地提供高质量的知

识解析与学习资源，辅助学生在近端发展区中学习

医学检验相关知识。LLM 作为辅导学习工具，应与

传统教师主导的学习模式紧密结合，构建合理的混

合学习模式，以最大化提升学习效率。
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